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摘  要: 定向进化通过建立突变体文库与高通量筛选方法，快速提升蛋白的特定性质，是目前蛋白质工程

最为常用的蛋白质设计改造策略。近十年随着计算机运算能力大幅提升以及先进算法不断涌现，计算机辅

助蛋白质设计改造得到了极大的重视和发展，成为蛋白质工程新开辟的重要方向。以结构模拟与能量计算

为基础的蛋白质计算设计不但能改造酶的底物特异性与热稳定性，还可从头设计具有特定功能的人工酶。

近年来机器学习等人工智能技术也被应用于计算机辅助蛋白质设计改造，并取得瞩目的成绩。文中介绍了

蛋白质工程的发展历程，重点评述当前计算机辅助蛋白质设计改造方面的进展与应用，并展望其未来发展

方向。  

关键词: 蛋白质工程，计算设计，结构模拟，能量函数，人工智能 

 

·工业蛋白科学·



 
ISSN 1000-3061  CN 11-1998/Q  生物工程学报  Chin J Biotech 

 
 

 

http://journals.im.ac.cn/cjbcn 

1844 

Protein engineering: from directed evolution to  
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Abstract:  By constructing mutant libraries and utilizing high-throughput screening methods, directed evolution has 

emerged as the most popular strategy for protein design nowadays. In the past decade, taking advantages of computer 

performance and algorithms, computer-assisted protein design has rapidly developed and become a powerful method of 

protein engineering. Based on the simulation of protein structure and calculation of energy function, computational design 

can alter the substrate specificity and improve the thermostability of enzymes, as well as de novo design of artificial enzymes 

with expected functions. Recently, machine learning and other artificial intelligence technologies have also been applied to 

computational protein engineering, resulting in a series of remarkable applications. Along the lines of protein engineering, 

this paper reviews the progress and applications of computer-assisted protein design, and current trends and outlooks of the 

development. 
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地球生命历经 40 亿年的自然进化，孕育了无

数功能丰富、结构复杂的蛋白质，但天然的蛋白

质在稳定性、耐受性、选择性等方面往往无法满

足工业生产的需求，促使人类探索高效的蛋白质

改造方法。蛋白质的三维结构决定其生物学功能，

而三维结构又由其内在的氨基酸序列决定。蛋白

质的序列空间极为庞大，以一条 100 个氨基酸长

度的蛋白质为例，每个位点可以突变成 20 种天然

氨基酸，它的序列空间达到 20100 (约 10130)，这一

数字甚至超过了宇宙中所包含原子的总和[1]。因

此，自然界需要花费数百万年来进化得到具有新

功能的蛋白质，人类要想获得性能优异的酶还得

依靠自身的智慧[2]。 

20 世纪 80 年代，聚合酶链式反应 (Polymerase 

chain reaction, PCR) 技术的出现为人类改造蛋白

质结构提供了高效的分子操作手段，蛋白质工程

应运而生。研究者运用 PCR 技术在基因特定位点

引入突变，从而改变蛋白质对应位置的氨基酸残

基种类。最初的蛋白质设计案例中，由于彼时缺

少蛋白结构与机理研究，突变位点的选择完全依

靠研究人员的经验，因此是一种初级理性设计策

略，适用性较窄[3]。在此背景下，定向进化 (Directed 

evolution) 策略诞生，该技术通过对蛋白质进行

多轮突变、表达和筛选，引导蛋白质的性能朝着

人们需要的方向进化，从而大幅缩短蛋白质进化

的过程[4]。在这之后，定向进化与理性设计结合，

形成了半理性设计 (Semi-rational design) 策略，

旨在构建“小而精”的突变体文库，进一步提高效

率。近年来，随着结构生物学、计算生物学及人

工智能技术的迅猛发展，计算机辅助蛋白质设计 

(Computer-assisted protein design, CPD) 策略为蛋

白质工程领域注入了新的学术思想和技术手段，

出现了基于结构模拟与能量计算来进行蛋白质

设计的新方法，以及使用人工智能  (Artificial 

intelligence, AI) 技术指导蛋白质改造的新思路。

总体来看，蛋白质工程经历了从初级理性设计、

定向进化、半理性设计，再到计算设计的发展历

程 (图 1)。 
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图 1  蛋白质工程发展历程 

Fig. 1  Development of protein engineering. 

1  定向进化与半理性设计 

1.1  定向进化  

为了加速蛋白质的进化，定向进化这一策略在

20 世纪 80–90 年代被开发出来，通过位点饱和突变 

(Saturation mutagenesis, SM)、易错 PCR (Error-prone 

polymerase chain reaction, epPCR) 及 DNA 重组 

(DNA shuffling) 等技术，可有效产生序列多样性

的随机突变体文库，表达并筛选特定性状提高的

目标突变体。将这一过程重复数轮，通过连续积

累有益突变，最终可成功获得性能改进或具有新

功能的蛋白质[3]。定向进化是一种工程化的改造

思路，不需要事先了解结构信息及催化机制，通

过迭代有益突变，实现蛋白质性能的飞跃。2018

年诺贝尔化学奖得主 Frances H. Arnold 团队在这

一领域作出了杰出贡献，其团队通过使用随机突变

及单点饱和突变策略改造 P450 氧化酶，实现了  

碳-硅成键[5]、碳-硼成键[6]、烯烃反马氏氧化[7]、

卡宾及氮宾的碳-氢键插入[8-9]等一系列令人瞩目

的成果。 

定向进化技术在工业化应用领域也扮演了重

要角色。例如美国 Codexis 公司通过对羰基还原酶

和卤醇脱卤酶进行定向改造，实现降胆固醇药物立

普妥关键手性砌块的产业化生产[10]；Codexis 联合

默克公司 (现已合并) 对转氨酶进行多轮定向进

化，实现不对称氨化合成Ⅱ型糖尿病治疗药物西他

列汀的工业化应用[11]；近年来，华东理工大学许

建和团队通过基因挖掘及定向进化羰基还原酶，实

现了 (R)-硫辛酸的绿色制造工艺[12]。 

1.2  半理性设计 

全随机突变策略是以随机的方式引入突变，它

的瓶颈在于突变体文库的规模非常大，不利于筛

选。借助蛋白质保守位点及晶体结构分析，通过非

随机的方式选取若干个氨基酸位点作为改造靶点，

并结合有效密码子的理性选用，构建“小而精”的突

变体文库是克服这一瓶颈的有效方式，这种方式被

称为半理性设计。20 世纪 90 年代，Manfred T. Reetz

教授在酶的不对称催化改造工作中发现影响手性

选择的氨基酸位点主要集中在底物结合口袋区域，

在此基础上开发了组合活性中心饱和突变策略 

(Combinatorial active-site saturation test, CAST) 及

迭代饱和突变技术 (Iterative saturation mutagenesis, 

ISM)，广泛应用于酶的立体/区域选择性、催化活

力、热稳定性等酶参数的改造 [10-15]。例如通过

CAST/ISM 策略对 P450-BM3 单加氧酶进行改造，

并与醇脱氢酶或过氧化物酶偶联，使其成功应用

于高附加值手性二醇及衍生物的不对称催化合 

成[16-17]。最近，Reetz 教授与吴起团队合作，在有效

密码子的选取方面作了改进，提出 Focused Rational 

Iterative Site-specific Mutagenesis (FRISM) 策略，

并应用于南极假丝酵母脂肪酶 B (CALB) 的不对

称催化，成功获得了双手性中心底物所对应的全部

4 种异构体，且选择性均在 90%以上[18]。 

在 CAST 基础上，孙周通等通过理性选择  

3 种氨基酸密码子作为饱和突变的构建单元，开

发了三密码子饱和突变技术 TCSM (Triple code 

saturation mutagenesis)，进一步降低了筛选工作   

量[19-20]。除此之外，Gjalt W. Huisman 团队基于统
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计学方法开发的 ProSAR (Protein sequence activity 

relationships)[21]及 Miguel Alcalde 团队基于序列同

源性开发的 MORPHING (Mutagenic organized 

recombination process by homologous in vivo 

grouping)[22]工具也广泛应用于蛋白酶的设计改

造。其他半理性设计策略及应用已在前文进行过评

述[23]。基于笔者经验，半理性设计是建立在已有

知识(如保守序列、晶体结构、催化机制、通量筛

选方法、前期实验数据等)的基础上，对目标蛋白

进行再设计。因此，前期基础的丰富程度直接影响

到半理性设计的成功与否。 

2  计算机辅助蛋白质设计 

2.1  概述 

随着计算机运算能力持续提升、先进算法相继

涌现，以及蛋白质序列特征、三维结构、催化机

制之间关系不断被挖掘和解析，计算机辅助蛋白

质设计策略得到前所未有的重视和发展，人类迎来

了蛋白质从头设计的时代[24-25]。蛋白质计算设计一

般以原子物理、量子物理、量子化学揭示的微观

粒子运动、能量与相互作用规律为理论基础，也

有部分研究以统计能量函数为算法依据。研究者

在 计 算 机 的 辅 助 下 ， 通 过 运 用 分 子 对 接 

(Molecular docking)、分子动力学模拟 (Molecular 

dynamic s imulat ions)、量子力学  (Quantum 

mechanics) 方法、蒙特卡罗 (Monte Carlo) 模拟

退火 (Simulated annealing) 等一系列计算方法 

(相关方法及使用已有文章综述[26])，预测并评估

数以千计的突变体在结构、自由能、底物结合能

等方面的变化。基于计算结果，从中筛选可能符

合改造要求的突变体并进行实验验证(如突变体

能否正常表达、折叠及行使预期功能等)；再根据

实验结果制定下一轮计算方案，循环往复直到获

得符合需求的酶 (图 2)。与定向进化相比，蛋白

质计算设计可提供明确的改造方案，大幅降低建 

 
 

图 2  计算机辅助蛋白质设计流程  

Fig. 2  The workflow of computer-assisted protein design. 

 

立、筛选突变体文库所需的工作量，目前已在蛋

白质从头设计、酶的底物选择性与热稳定性设计

等方面取得了众多成果，更有部分成果达到了工

业应用水平[27-28]。 

2.2  蛋白质从头设计 

蛋白质的从头设计于 2016 年被 Science 杂志

列入年度十大科学突破[29]，其目标是创造自然界

不存在的、可成功折叠的蛋白质并赋予其特定功

能，在开发新型病毒疫苗[30-32]、进行肿瘤治疗[33]

等领域发挥作用。1997 年，Stephen L. Mayo 团队

提出了包括设计、模拟、实验和分析四步的蛋白质

设计策略 PDA (Protein design automation) 并开发

了相应的软件，以锌指结构域为模板成功设计了

一个由 28 个氨基酸组成的 ββα 蛋白，其核磁检测

结构与预测结构高度一致[34]。2003 年，华盛顿大

学的 David Baker 团队设计并构建了一个非天然

结构模板 [35]，为蛋白质设计领域开辟了新的方

向，其开发的 Rosetta 软件如今已发展为集蛋白质

从头设计、酶活性中心设计、配体对接、生物大

分子结构预测等功能为一体的生物大分子计算建

模与分析软件组合[36]。目前该程序中最常用的工
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具 包 括 用 于 设 计 蛋 白 质 骨 架 氨 基 酸 序 列 的

Rosetta Design，以及用于评估序列变化对蛋白质

稳定性影响的 Rosetta DDG 等[37-38]。 

表 1 总结了最近十年蛋白质从头设计的部分案

例。大部分案例采用了基于 Rosetta 的设计策略，

其中最具代表性的便是 Baker 团队提出的“Inside- 

out”设计策略，该策略的主体流程如下：在催化

机理完全明确的前提下，研究者首先运用量子化

学方法设计酶的活性中心，确定酶的关键催化基

团与底物形成的过渡态构象 (Theozyme)；然后使

用 RosettaMatch 搜索蛋白质结构数据库，尝试将

theozyme 与已有蛋白质结构匹配，筛选能维持

theozyme 构象的蛋白质骨架结构；接下来使用

Rosetta Design 设计位于活性中心但不直接参与催

化的氨基酸，运用基于蒙特卡罗的模拟退火算法进

行多轮采样，获得经过优化的完整酶结构；最后 
 

表 1  最近十年计算机辅助的蛋白质局部与全局设计的部分案例 

Table 1  Applications of computer-assisted de novo design of protein in the past decade 
New proteins Programs Comments Reference

Retro-aldolase Rosetta Novel enzyme [41] 
Kemp-eliminase Rosetta Novel enzyme [42] 
bZIP-binding peptides CLASSY Specifically binding peptides [44] 
Four-helix bundle SCADS Selectively binds two chromophores of 

DPP-Zn 
[45] 

Membrane protein PRIME Dead End Elimination followed 
by Monte Carlo sampling 

Two non-natural iron diphenylporphyrins [46] 

Single-walled carbon nanotube coating with 
hexameric coiled coil 

DEE/A*, MC/SA Carbon nanotube surface coating [47] 

Influenza hemagglutinin binder Rosetta High-affinity protein binder [32] 
Ankyrin-repeat-based Tyr-Tyr binding 
between Prb and Pdar 

Rosetta A novel binding pair [48] 

Four helix bundle binding a ruthenium-zinc 
abiological hyperpolarizable chromophore 

SCADS Binder of a abiological chromophore [49] 

Binder of the steroid digoxigenin Rosetta High-affinity and selectivity [50] 
80-residue three-helix bundle Rosetta Antiparallel, untwisted bundles [51] 
Water-soluble α-helical barrels CCBuilder, SOCKET, 

PoreWalker 
Pentameric, hexameric and heptameric 
α-helical barrels 

[52] 

Four-helix bundle MaDCaT, Ez TM transporter [53] 
660-residue contractile sheath protein  Rosetta de novo model-building approach [54] 
Ferredoxin-like folds and Rossmann2×2 folds Rosetta Control over overall shape and size [55] 
Four-fold symmetric TIM-barrel protein Rosetta Atomic-level accuracy [56] 
Protein homo-oligomers  Rosetta Modular hydrogen-bond 

network-mediated specificity 
[57] 

Conformationally restricted peptides Rosetta New generation of peptide-based drugs [58] 
CovCore proteins Rosetta, TERM Non-natural CovCore protein scaffolds [59] 
Non-natural porphyrin binding protein PS1 Rosetta Residues 20 Å away from the binding site 

were considered 
[60] 

22 660 mini-proteins of 37–43 residues  Rosetta Targeted influenza haemagglutinin and 
botulinum neurotoxin B 

[61] 

Helical repeat proteins Rosetta Unusually stable short-range interactions [62] 
A fluorescenceactivating β-barrel Rosetta Design of small-molecule binding activity [63] 
Non-local β-sheet protein Rosetta Accurate control over the structure and 

geometry 
[64] 

Self-assembling helical filaments Rosetta New multiscale metamaterials [65] 
Interleukin-2 (IL-2) and interleukin-5 (IL-15) Rosetta Superior therapeutic candidates [66] 
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制定评分标准，依据过渡态能量、配体位置取向

等多项参数评估设计结果，挑选排名靠前的结构

开展活性验证实验 [39-40]。运用这套策略，Baker

团队成功从头设计了多种酶，其中 Retro-Aldol 反

应酶催化的 C-C 键断裂反应速率比无酶反应体系

高出 4 个数量级[41]；Kemp 消除反应酶催化的消

除反应速率比无酶反应体系高出 5 个数量级[42]；

Diels-Alder 反应酶可催化两个底物发生[4+2]双烯

环加成反应，形成具有两个手性碳原子的产物，

对映选择性达到 97%[43]。 

蛋白质序列从头设计的主要困难是计算模型

的精度不够，导致设计成功率低。大量天然蛋白

质的已知序列结构数据可用来改善模型精度，乃

至建立精度更高的新计算模型。中国科学技术大

学刘海燕团队发展了蛋白质序列设计的统计能量

模型 ABACUS (A backbone based amino acid 

usage survey)。用其对不同折叠类型的天然蛋白质

骨架进行从头序列设计，实验证明这些序列全自

动设计的蛋白质能够可溶性表达并正确折叠，对

Dv_1ubq、D_1cy5_M2 两个蛋白分子的结构解析

结果表明其与设计目标高度吻合[67]。之后程序算

法进一步优化，加入了范德华能量函数，设计准

确率再度提高，原本需要其他策略辅助提高折叠

成功率的 1r26 蛋白分子，也能应用新一代程序一

步设计到位[68]。 

“Inside-out”设计策略针对的是酶的活性中心

以及催化的反应类型，而酶的骨架结构仍采用自

然界已有的蛋白质结构，若骨架结构也能从头设

计，便能获得完全由人类设计而非自然进化形成

的酶[69]。目前，主链骨架设计还更多依赖于基于

“规则”的启发式方法，通用计算方法仍在发展之

中。在此方面，刘海燕团队提出了建立氨基酸序

列待定、只依赖于主链结构的统计能量模型的设

计方法，他们已发表的 TetraBASE (Tetrahedron- 

based backbone statistical energy) 验证了这条途

径原理上是可能的[70]。进一步，他们已发展了基

于神经网络统计能量项的 SCUBA (Sidechain 

unspecialized backbone arrangement) 模型，能在

序列待定情况下进行主链骨架的全柔性设计和连

续采样，这类方法的发展将极大拓宽可选蛋白质

骨架结构范围。 

2.3  酶的底物选择性与热稳定性设计 

酶对底物的特异选择性一方面避免了各种副

反应的发生，但另一方面限制了酶的底物谱。从

自然界中挖掘新酶的速度并不能满足生物技术产

业快速增长的需求，因此改变酶的底物特异性是

蛋白质计算设计的重要应用方向[39]。Baker 团队

对鸟嘌呤脱氨酶进行改造，运用同源建模和量子

化学计算方法设计以三聚氰酸酰胺为底物的活性

中心结构，确定关键侧链基团的位置后优化残基

所在的 loop 区序列以保证新活性中心结构的稳

定，在删除 2 个、突变 4 个氨基酸残基后使得酶

对新底物的活性提高约 100 倍[71]。在另一项工作

中，Baker 团队使用 Rosetta Design 与 Foldit 改造

苯甲醛裂解酶的结合口袋，使其催化 3 分子甲醛

聚合形成二羟丙酮反应的活性提高近 100 倍，为

实现核心生物代谢分子磷酸二羟丙酮合成途径的

重构打下基础[72]。中国科学院微生物研究所吴边

团队则使用 Rosetta Design 与高通量分子动力学

模拟方法对天冬氨酸酶的活性中心进行设计，得

到一系列突变体，分别能高效催化巴豆酸、(E)-2-

戊烯酸、富马酸单酰胺、(E)-肉桂酸的 β-加氨反

应，其中巴豆酸 β-加氨合成 β-氨基丁酸的反应底

物浓度可达 300 g/L，反应转化率大于 99%，立体

选择性大于 99%，已具有工业生产的潜力[28]。 

工业酶时常需要在高温环境下发挥功能，因

此提升酶的热稳定性在工业生产方面具有重要意



 
 

曲戈 等/蛋白质工程：从定向进化到计算设计 
 

 

☏：010-64807509 ：cjb@im.ac.cn 

1849

义。荷兰格罗宁根大学的 Dick Janssen 团队提出

了一种运用计算方法提升酶热稳定性的 FRESCO

策略 (Framework for rapid enzyme stabilization by 

computational libraries)，主要流程如下：研究者

首先使用 Rosetta DDG、FoldX、动态二硫键挖掘、

保守序列分析等计算软件或方法，预测能提高蛋

白质热稳定性的单点突变；然后通过分子动力学

模拟分析单点突变对酶的影响，删除化学角度上

不合理或可能提高蛋白质结构灵活度的突变方

案；接下来对剩余单点突变方案进行实验验证，

表达、纯化突变后的酶并测定熔融温度与催化活

性，筛选出热稳定性提高的突变体；最后将一部

分单点突变叠加，获得热稳定性大幅提高的多点

突变体[73]。该策略指导下的酶改造过程中，需要

表达、纯化的单点突变体不超过 200 个，单点预

测成功率大于 10%，酶的熔融温度一般可提升

20–35 ℃[74]。Janssen 团队运用该策略成功地提升

了柠檬烯环氧化物水解酶[73]、卤代醇脱卤酶[75]、

卤代烷脱卤酶[76]等多种酶的热稳定性，其中以柠

檬烯环氧化物水解酶为代表，该酶的熔融温度从

50 ℃提升至 85 ℃，55 ℃下的半衰期延长 250 倍，

催化活性提高的同时仍保留反应的立体选择性。

吴边团队同样运用 FRESCO 策略，将一种木聚糖

酶的熔融温度提升了 14 ℃，改造后的酶在 70 ℃

下反应 5 h 的产物量相比野生型提高了 10 倍，为

其应用于工业生产打下基础[77]。 

2.4  人工智能技术在计算设计中的应用 

得益于计算速度的大幅提升以及海量数据集

的出现，当前人工智能技术的发展如火如荼。在人

工智能领域，机器学习 (Machine learning) 已经成

为开发计算机视觉、语音识别、自然语言处理、机

器人操控和其他应用范畴的首选方法[78]。近年来，

机器学习等人工智能方法也被应用于蛋白质工程，

包括 Frances H. Arnold、Manfred T. Reetz 等定向进

化先驱所领导的实验室均涉足机器学习领域，利用

其指导蛋白质设计改造[79-80]。 

蛋白质突变体及其对应的实验数据本身是无

法被机器学习算法直接识别的，其序列、结构、功

能等特征 (Feature) 信息必须以向量或数组的形

式展现出来，才能构建被机器学习算法识别的模

型。模型的好坏取决于特征提取。以氨基酸在蛋白

序列上的位置信息为特征，是比较常见的处理方

式；另外，氨基酸残基位点的理化性质 (如带电性、

亲疏水性、侧链空间体积等) 或所处的二级结构信

息均可作为特征。问题在于应优先选取哪些特征，

以及这些特征能在多大程度上决定蛋白质拟改造

性能是需要进行考量的[81]。目前已经有一些蛋白

质/氨基酸特征工具箱可供参考，包括 AAIndex[82]、

ProFET[83]等。一旦特征提取之后，将交付机器学

习算法进行学习并生成可以描述数据模型的目标

函数，并对蛋白质序列进行虚拟进化，通过训练和

测试评估效能，最终给出预测结果 (图 3)。 

 

 
 

图 3  机器学习指导的蛋白质设计改造流程 

Fig. 3  The workflow of Machine learning guided 
protein engineering. Green arrows depict the collection 
of protein mutagenesis data; orange arrows show the 
feature selection and learning; grey arrows display 
rational design guided by the trained model. 
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作为人工智能领域常用技术，机器学习基于

大量的数据进行训练，通过各种算法解析数据并

从中学习，然后对处理任务作出决策。机器学习

包括 3 种：1) 有监督学习 (Supervised learning)，

向计算机提供原始数据及其所对应的结果 (或称

标签， labels)，最终计算机给出定性  (分类，

classification) 或定量 (回归，regression) 的预测；

2) 无监督学习 (Unsupervised learning)，只给计算

机 训 练 数 据 而 不 提 供 结 果 ， 最 终 得 到 聚 类 

(Clustering) 的 学 习 结 果 ； 3) 半 监 督 学 习 

(Semi-supervised learning)，其训练数据一部分是

有对应的结果，另一部分则无结果。由于蛋白质

设计改造过程中可产出大量的突变体实验数据，

因此有监督学习应用在该领域最为普遍[81]。  

目前尚未有任何一种普适的学习算法，可以

应对所有的学习任务，在蛋白质设计改造领域亦

是如此。因此，科研工作者需要在相应的情况下，

通过测试比对等方式选用合适的算法进行设   

计[84]。常见算法包括线性模型 (Linear models)、

随机森林 (Random forests)、支持向量机 (Support 

vector machines)、高斯过程 (Gaussian processes) 

等。以 Frances H. Arnold 团队近期改造一氧化氮

双加氧酶 (NOD) 立体选择性的工作为例，先后

通过 K 最近邻、线性模型、决策树、随机森林等

多个算法构建 NOD 的立体选择性催化模型，将

76% (S)-ee 初始突变体提升至 93% (S)-ee 及反转

至 79% (R)-ee[85]。此外，表 2 列举了近十几年来

机器学习指导蛋白质设计的应用实例，涉及蛋白

质的热稳定性、催化活性、对映体选择性、光敏

性及可溶性等多个方面。从中不难看出，机器学

习的可应用性非常强，各常用算法均可覆盖某些

蛋白质性能的改造。 
 

表 2  机器学习指导蛋白质设计应用 

Table 2  Applications of machine learning-guided protein design 
Algorithms Proteins Properties Reference

Linear models 
Halohydrin dehydrogenase Volumetric productivity [86–87] 
Proteinase K Activity, heat tolerance [88] 
Glutathione transferase Catalytic activity [89–90] 

Random forests Staphylococcal nuclease (Snase) Protein thermostability [91] 

Support vector 
machines  

Prion protein and transthyretin  Thermostability [92] 
Cytochrome P450 Thermostability [93] 
An epoxide hydrolase (AnEH) Enantioselectivity [94] 
Integral membrane proteins (IMP) that expresses 
in E. coli 

Improving membrane protein expression [95] 

Gaussian 
processes 

Tumour suppressor protein p53 Thermostability [96] 
Cytochrome P450 Thermostability [97] 
Green fluorescent protein Fluorescence [98] 
Channelrhodopsins Expression and localization [99] 
Channelrhodopsins Light sensitivity [100] 

Artificial neural 
networks 

RNA-binding proteins  RNA binding sites/preference  [101] 
DNA-/RNA-binding proteins Sequence specificities [102] 
DNA-binding proteins Sequence specificities  [103] 
Major histocompatibility complex Binding affinity prediction (using CNN models) [104] 
More than 7 000 proteins Ligand-binding sites prediction [105] 
Major histocompatibility complex Binding affinity prediction (using RNN models) [106] 
Thousands of proteins Protein solubility prediction [107] 
10 paires of mesophilic and thermophilic proteins Protein stability  [108] 
Proteins in the latest UniProt releases Protein subcellular localization  [109] 
Thousands of proteins Secondary structure prediction [110] 
698 UniProt families and 983 Gene Ontology classes Protein family/function prediction [111] 
11 transmembrane proteins 3D structure prediction [112] 



 
 

曲戈 等/蛋白质工程：从定向进化到计算设计 
 

 

☏：010-64807509 ：cjb@im.ac.cn 

1851

 

除了上述传统机器学习方法，自 2006 年以

来，深度学习 (Deep learning) 成为机器学习中的

一个新兴领域，如 2018 年 DeepMind 团队开发的

AlphaFold 在 Critical Assessment of protein 

Structure Prediction (CASP) 全球竞赛中获胜，总

计 43 个蛋白质结构的预测结果中，有 25 个获得

了最高分数。 

深度学习通过训练深度神经网络，学习由低

到高的特征层次，进而对输入数据进行分层抽象

处理，原始特征数据能够被映射成更高层次和更

抽象的数据表示，能有效增强辨别能力和减轻无

关因素的影响，因此深度学习深刻变革了机器学

习领域[113-114]。相比之下，传统的学习技术 (如支

持向量机、高斯回归和人工神经网络等) 则强烈

依赖于人工提取的特征，由于它们明确的特征编

码原理，这些方法可能会丢失隐藏在输入数据中

的 敏 感 特 征 。 现 在 已 有 利 用 卷 积 神 经 网 络 

(Convolutional neural networks, CNN) 和循环神

经网络 (Recurrent neural network, RNN) 进行蛋

白质结合亲和力的预测报道 [104,106]。相信深度学

习未来可以在蛋白质设计改造领域扮演更加重要

的角色。 

3  结论及展望 

自 20 世纪 80 年代以来，蛋白质工程经历了辉

煌发展的 30 多年，两次获得诺贝尔化学奖 (1993 年

授予 Michael Smith 教授及 2018 年授予 Frances H. 

Arnold 教授)。从定向进化、半理性设计到理性设

计，每个阶段均涌现了一系列广泛应用的改造策略

和技术，同时对计算技术的依赖也逐渐加深。定向

进化不依赖蛋白质晶体结构及催化机制等信息，但

存在筛选瓶颈；半理性设计兼顾了序列空间多样性

和筛选工作量；而理性设计则可以构建自然界不存

在的新酶新反应。在开展具体的蛋白质工程案例

时，应充分考虑到上述因素，基于改造目的灵活选

用合适的改造策略[115–116]。 

如今，数据驱动的人工智能技术正在全球范

围内蓬勃兴起，为蛋白质设计改造注入了新动能。

蛋白质的智能化计算设计是未来发展新趋势，目

前在国内外基本上都处在起步阶段。因此，这是

我国在蛋白质设计改造领域比肩世界先进水平的

难得机会。期待我们能够把握好这一发展机遇，

处理好人工智能在蛋白质设计改造领域的应用，

通过开发具有自主知识产权的蛋白质计算设计新

技术，解决“卡脖子”技术难题，满足工业界绿色、

节能、环保转型升级需求，共同谱写出该领域新

的光辉篇章。 
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